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ABSTRACT

P Baster, K. Pocztowska. Neural networks and models for polychotomous ordered data in credit risk analy-
sis. Folia Oeconomica Cracoviensia

Management of credit risk, one of the main bank activities, is currently a very important
issue. This paper contains comparison of two instruments used in prediction of probability
that consumer fails to fully repay a loan in agreed time: artificial neural networks and mod-
els for polychotomous ordered data. For the empirical research each client has been as-
signed to one of four categories reflecting his/her delay in payments. Estimation and valida-
tion of methods was performed on a 3000-item sample containing information about each
loan agreement and repayment history originating from one of Polish banks, covering years
2000-2001. The dataset was repeatedly divided into train and validation sets. Multi-layer archi-
tecture of artificial neural network with logistic activation function was proposed. Ordered logit
and probit models were estimated within maximum likelihood framework. Several alternative
specifications were proposed differing in independent variable set (including their products and
squares). Bank income was chosen as the main criterion of fitness. Problem of optimal decision
and defining appropriate loss function was formulated on the basis of statistical decision theory.
Furthermore, properties of estimated models related to inference about probability of repayment
and credit risk factors were presented.
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1. RYZYKO KREDYTOWE — WPROWADZENIE

Ryzyko stanowi nieodtgczny element dziatalnosci banku. W literaturze definiuje
sie je jako zagrozenie wynikajace z nietrafnych decyzji badz jako mozliwos$¢ wy-
stapienia efektu niezgodnego z oczekiwaniami. W przypadku dziatalnosci kre-
dytowej jest to niebezpieczenstwo niedotrzymania warunkéw umowy przez
kredytobiorce, ktéry nie sptaca catosci lub czesci kwoty kredytu i odsetek (Kry-
siak 2006).

Z punktu widzenia banku niesptacanie kredytéw powoduje zmniejszenie po-
tencjalnych zyskoéw i koniecznos$é tworzenia rezerw celowych zabezpieczajacych
wktady deponentdéw, co w ostatecznosci moze skutkowaé utratg ptynnosci i wia-
rygodnosci, a nawet bankructwem. Dlatego tez zarzadzanie ryzykiem jest tak
wazng sferg funkcjonowania banku. Istotg dziatah w tym obszarze jest identyfi-
kacja i pomiar ryzyka. NajczeSciej przyjmowang miarg sa prawdopodobienstwa
sptaty kredytu przez konkretnych klientéw wyznaczane za pomoca odpowied-
nich metod. Do najpopularniejszych nalezg: analiza dyskryminacyjna, modele
zmiennych jakosciowych, systemy eksperckie, sieci neuronowe, data mining.
Banki stosujg r6zne procedury, a ich skuteczno$¢ moze stanowi o sile i konku-
rencyjnosci na rynku. Wykorzystywane narzedzia powinny pozwalac tez na wy-
znaczenie determinant ryzyka i podjecie decyzji kredytowej (Gruszczynski 2001).
Najistotniejszym dla banku kryterium poréwnawczym jest jednak wielkos$¢
zysku finansowego wynikajacego z zastosowania poszczegdlnych metod na eta-
pie udzielania kredytow.

Przedmiotem rozwazan w niniejszej pracy sg dwa narzedzia stosowane
w analizie ryzyka kredytowego: sieci neuronowe i polichotomiczne modele
zmiennych jakosciowych.

2. SIECI NEURONOWE

Przez sztuczne sieci neuronowe rozumiemy systemy przetwarzania danych symu-
lujace uczace sie struktury moézgu (PWN 1996). Inna definicja gtosi, ze sie¢ neu-
ronowa to uproszczony model moézgu, sktadajacy sie z pewnej liczby elementéw
nazywanych sztucznymi neuronami, ktére przetwarzajg informacje. Sztuczne neu-
rony to uproszczone modele neuronéw biologicznych, ktérych parametry (nazy-
wane wagami) decydujg o wiasnosciach sieci i podlegajg optymalizacji w trakcie
procesu nazywanego uczeniem (Tadeusiewicz 1993). Z matematycznego punktu
widzenia, sieci neuronowe to modele regresyjne oparte na pewnej klasie spara-
metryzowanych funkcji nieliniowych, ktérych parametry szacuje sie zwykle me-
todami nieparametrycznymi.

W opisywanym badaniu wykorzystana zostata typowa architektura sieci wie-
lowarstwowej jednokierunkowej z logistyczng funkcjg aktywacji. Ta klasa sieci



jest w stanie odwzorowac¢ kazdg funkcje ciagta okreslong na ograniczonym zbio-
rze z dowolng doktadnoscig (Cybenko 1989). Na rysunku 1 przedstawiony zostat
schemat sieci tego typu. W sztucznym neuronie oblicza sie wazong sume wejs¢,
ktora jest nastepnie normowana przez funkcje logistyczng. Neurony utozone sa
w warstwy (zwykle nie wiecej niz trzy), ktére kolejno i rownolegle przetwarzaja
zmienne wejsciowe. Wartosci generowane przez ostatnig warstwe sieci interpre-
towane sa jako wartosci wyjsciowe — odpowiedz modelu.

Ryc. 1. Schemat sieci wielowarstwowej jednokierunkowej

Uczenie sieci to optymalizacja wag w sensie pewnej funkcji celu (najcze-
sciej jest to minimalizacja btedu Sredniokwadratowego). Ocena efektywnosci
sieci zwykle odbywa sie przez testowanie jej dziatania na danych nie biorgcych
udziatu w optymalizacji — tzw. zbiorze testowym, stanowigcym zazwyczaj
10-20% catego zbioru obserwacji, podczas gdy dane biorgce udziat w uczeniu na-
zywane sg zbiorem uczgcym. Dopasowanie sieci do danych uczgcych ro$nie wraz
ze wzrostem liczby neurondw, lecz po poczgtkowym wzroscie zwykle spada dla
danych testowych, gdyz sie¢ zaburzona przez przypadkowy szum w danych
uczacych bedzie gorzej generalizowaé¢ wyuczone zaleznosci na nieobserwowane
przypadki. Dla poprawy zdolnosci aproksymacyjnych sieci do funkcji celu dodaje
sie czasem wyraz penalizujacy modele z wyzszymi wartosciami bezwzglednymi
wag. Do konstrukcji sieci, estymacji modelu i generowania prognoz opartych
0 sztuczne sieci neuronowe wykorzystuje sie takze czasem metody wnioskowa-
nia bayesowskiego (Lee 1999).



3. POLICHOTOMICZNE MODELE ZMIENNYCH JAKOSCIOWYCH
DLA KATEGORII UPORZADKOWANYCH

Polichotomiczne modele zmiennych jakosciowych dla kategorii uporzadkowanych (ang.
multinomial response, polychotomous, multiple-choice models) to klasa modeli
ekonometrycznych, w ktorych zmienna endogeniczna ma dyskretny rozktad
prawdopodobienistwa i przyjmuje wigecej niz dwie wartosci mierzone na skali po-
rzagdkowej.

Ogromny wktad w rozwdéj tych modeli wnies$li D.L. McFadden i J. Heckman,
ktérzy w 2000 r. za rozw6j metodologiczny i zastosowanie modeli dyskretnego
wyboru w praktyce otrzymali nagrode Nobla w dziedzinie ekonomii. Konstruk-
cja modelu jest nastepujaca (McKelvey, Zavoina 1975).

Niech dzie ciagiem niepaleznych zmiennpcVilvspwych o dyskret-
nym aozklcdzie.Zhaiadamy, ze przcjmucg m e e useelonym ctawCopodobien-
stwem p{ wartosci j, gdziej = 1,2,...,M dla kazdego t.

Zaleznej m~dzy e wcktorem amienriyeh objeSl migcych5 =
(6j, ....xK) \Xj3ertecdncv’® pc y jer'Woay nieobserwowelnej deg:ej zmiennej e,
ktorc weateigproi onowhn e jw literarurae inaecpre)acji rcprezcatuje atoehai
styczn. funkcje uzytecznosci decydenta wybierajacego sposréd mozliwych kate-
gorii zmiennej yt.

Wartosci zt determinujg obserwowang kategorie zmiennej yt w nastepujacy
sposo6b:

z, = XtB + e,

dlai = 1,..,Mif~ 1,.,T.

W powyzczymmodelu zmicrne cosowr ets. nlezclazte o zdanym lcdnzno-
wYieejjorklac™ e ™ parowa wcsty”ciy oczc ¢ .ana i reeng skoricceng wariancja)
cod/r wi/dcje zawszvl/iclesowezaodo6cenla. JeSU cest to aozklad jegic™ezcy io
m dYW naaywamy |ogitowym, a je$li normalny to model okres$la sie mianem probi-
towego.

(B, A) stanowi wektor parametrow podlegajacych estymacji za pomocg me-
todz M N W ~edcwewektora A = (a0,al, ...,ae)z”osze nczwn punktéw uciecia.
W culu zepcwmenia identyfikow”~no”i uwzgee~n™my w B wycaz wolnn z7
i ustalam.: ao= ~rxrai = 0,001 = +co0,.

DCa cbaerwacji charaktr/zuujncej sie wenrarcm zmle7nycd nad ae/znych
Xc hcewdopydePicherwc przyirala pre{ad mianya zalezng yt kalegorh ¢ (dla
j =1,..,M) moZnazap:tcCjako:

ptj = Pr(yt=j) = Pr(aj_1<zt<aj) = ¥{aj - X tB) - F(o/_1-X tB),

gdzie A(.) to dystrybuanta rozktadu zmiennych et.



Oznaczmy jako W = (w1, wn) wektor wyjsciowych zmiennych objasnia-
jacych reprezentujacych okreslone interpretowalne cechy. Wtedy Xt moze by¢
wektorem dowolnych funkcji elementéw Wt pod warunkiem, ze sg liniowe
wzgledem parametréw B. Jezeli czeS¢ regresyjna modelu ma postaé WtB to taka
specyfikacje nazywamy modelem | rzedu. Jezeli Xt jest wielomianem drugiego
stopnia zmiennych z Wt to model jest Il rzedu. Przyczyng wprowadzenia specy-
fikacji Il rzedu jest jej zdolnos¢ do lepszej aproksymacji dowolnej funkcji zmien-
nych Wt i parametrow B, wystepujacej potencjalnie w miejscu wyrazenia XtB.
Modele Il rzedu wykazuja tym samym lepsze wtasnosci w zakresie modelowania
wptywu zmiennych wyjsciowych na prawdopodobienstwa pg.

4. CHARAKTERYSTYKA DANYCH

Zbiér obserwacji sktadat sie z 3000 rachunkoéw kredytowych otwartych w okre-
sie od 01.01.2000 do 30.09.2001. Dane pochodzity z polskiego banku komercyj-
nego i byty juz wczes$niej wykorzystywane w badaniach empirycznych (Marzec
2008).

Zmienna objasniana przyjmuje cztery wartosci reprezentujace kategorie kre-
dytu w zaleznosci od przedawnienia w sptacie. Do podziatu kredytu na takie
grupy banki byty zobowigzane tresciag obowiazujgcej w tym czasie uchwaty
(Uchwata nr 8/1999 Komisji Nadzoru Bankowego z 22 grudnia 1999 r.), ktéra
obligowata rowniez do tworzenia rezerwy zabezpieczajgcej depozyty liczo-
nej jako procent wartosci kredytow z danej kategorii. Tabela 1 zawiera infor-
macje dotyczace konstrukcji zmiennej objasnianej, okres op6znienia w sptacie
kredytu, a takze procent wartosci kredytu jaki bank musiat odtozy¢ w postaci
rezerw.

Tabela 1
Konstrukcja zmiennej objasnianej
i Kategoria naleznosci Wysokos$¢é rezerw Opédznienie w sptacie
1 normalne - ponizej 1 m-ca
2 ponizej standardu 20% od 1do 3m-cy
3 watpliwe 50% od 3do 6 m-cy
4 stracone 100% powyzej 6 m-cy

Zr6dto: opracowanie wiasne.

Zbiér charakterystyk obserwacji sktadat sie ze zmiennych opisujacych:
— kredytobiorce: pte¢ (1-mezczyzna, 0-kobieta), wiek w latach, Zrédto do-
chodu — reprezentowany przez trzy pomocnicze zmienne binarne: dochédl
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(1-renta, emerytura), doch6d2 (1-wtasna dziatalno$¢ gospodarcza, umowa
zlecenie i o dzieto), dochéd3 (1-inne Zrédto np. stypendium), referencyjna
wartos¢ to umowa o prace;

— dotychczasowe kontakty klienta z bankiem: posiadanie kart kredytowych
(1-posiada, 0-nie posiada) i rachunku ROR (1-posiada, 0-nie posiada), a takze
wielkos$é kwartalnych wptywow na ROR w tys. zi;

— kredyt: kwota w tys. zt, okres w latach, typ (1-konsumpcyjny, 0-hipoteczny),
waluta (1-obca, 0-krajowa), spos6b przyznania (1-przez posrednika, 0-przez
bank).

W tabeli 2 przedstawiono rozkiad poszczegdlnych zmiennych w probie.
Okreslono tez wartosci wszystkich zmiennych (na poziomie mediany) dla dwoch
wyréznionych klientéw — typowego klienta pozyskanego przez bank lub przez
posrednika.

Tabela 2

Podstawowe ilosciowe informacje o rachunkach kredytowych iich wiascicielach

Typowy klient

Zmienna Struktura
Posrednik=0 Posdrednik=1
Pte¢ 54% 1 1
Wiek 39 lat 39 lat 39 lat
Wptywy 2,4 tys. zt 2,4 tys. zt 2,4 tys. zt
ROR 57% 1 1
Karty 33% 0 0
Posrednik 38% 0 1
Typ 94% 1 1
Okres 1,5 roku 1,5 roku 1,5roku
Kwota 5tys. zt 5tys. zt 5tys. zt
Waluta 3% 0 0
Dochéd 1 17% 0
Dochéd 2 7% 0 0
Dochéd 3 2% 0 0

Zr6dto: opracowanie wiasne.
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5. MODEL FUNKCJONOWANIA BANKU W KONTEKSCIE
PODEIMOWANIA DECYZJI KREDYTOWEJ

W celu szacowania korzysci finansowych z zastosowanych narzedzi nalezy
okresli¢ zysk banku z pojedynczego klienta w zaleznos$ci od decyzji kredytowej
i kategorii kredytu. W literaturze (Osiewalski 2007, Marzec 2008) rozwaza sie to
zagadnienie na gruncie statystycznej teorii decyzji. Oznaczmy przez m marze
banku, czyli réznice w oprocentowaniu kredytéw i depozytéw. Bank podpisu-
jac umowe z solidnym kredytobiorcg moze sie spodziewac¢ zysku w wysokosci
m (dla jednostkowej kwoty kredytu). Natomiast odmawiajgc ponosi koszty utra-
conych mozliwos$ci rowne -m. Decyzja o przyznaniu kredytu, ktéry nie bedzie
sptacany wigze sie z utrata pewnej czes$ci kapitatu i odsetek. Nalezy wiec przyjaé
odpowiednie wagi dla poszczegdlnych kategorii naleznosci. Zasadne wydaje sie
odwotanie do wielkoSci rezerw, ktére bank musi tworzy¢ w celu zabezpieczenia
srodkow pozyskanych od deponentéw. Zaktadamy wiec, ze kredyty ponizej stan-
dardu nie bedg sptacone w 20% (strata banku to 0,2(1 + m)), kredyty zagrozone
w 50% (strata to 0,5(1 + m)), a stracone nie zostang sptacone w catosci (strata to
(1 + m)). Powoduje to réwniez, ze bank zyskuje 0,8m lub 0,5m z kredytéw od-
powiednio drugiej i trzeciej grupy. W tabeli 3 zaprezentowano jak w tej sytuacji
bedzie si¢ ksztattowat zysk ekonomiczny banku.

Tabela 3

Tabela wyptat zysku banku w zaleznosci od kategorii kredytu i decyzji kredytowej

Kategoria kredytu

. i=2
e notrr;allny ponize] w;tglaiivy st(r:azoiy
stanctocdo
Udzieli¢ m 0,6m - 0,2 -0,5 -(1 + m)
Odmowic -m 0 0 0
Prawdopodobieristwo Vi vi2 Ps Pi4

Zr6dto: opracowanie wiasne.

Na podotzcdeotzzcowtnych dlakonkretnegoklienta prawdopodobienstw
Ptv Pt2f Pb> Pti>i funyejiwdclaty 2 taben 3 okres$limy nptymalny regote w skecujaco
jaka decyzja kredytdw ajsst dlaCankuopiacalna. ZaCladamy, za pczycaaniekrc-
dytu yowanno nastgpit, kiepy ktzyuslalanej marzyizocdtCamanyzysko udzie-
lenia kredytu bedzie wiekszy od kosztéw odmowy, co zachodzi, gdy spetniona
jest nierbwnos¢:

mptl + (0,6m - 0,2)pt2 - 0,5pt3 - (I+m )ptd > -mptl
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6. WYNIKI EMPIRYCZNE

Dla potrzeb poréwnania modeli wielokrotnie dzielono zbiér obserwacji na zbior
uczacy (85%) i testowy (15%) i uzyskane na nich wyniki dla kazdego z modeli
usredniano. Za miare jakosci modelu przyjeto Sredni zysk oraz mediane zysku
z kredytu o wartosci jednostkowej (w sensie funkcji wyp#taty zdefiniowanej w ta-
beli 3), przy ustalonej stopie procentowej m = 10%. Miara ta przyjmuje warto-
$ci pomiedzy -1 a 0,1. Do poréwnania wybrano model logitowy i probitowy dla
kategorii uporzagdkowanych oraz sztuczng sie¢ neuronowg z wyrazem penali-
zujagcym modele z wyzszag suma kwadratow wag. Estymacje przeprowadzono
za pomoca pakietu R. Jako zmienne objasniane przyjeto znormalizowane war-
tosci wszystkich dostepnych cech oraz dwie nieliniowe kombinacje tych zmien-
nych: kwota/okres (odpowiadajaca w przyblizeniu wysokosci raty kredytowej)
oraz kwota/okres/wptywy (lub 1 jesli wptywy wynosity zero). Wyniki poréwnania
po ponad dwustu iteracjach zaprezentowano w tabeli 4.

Tabela 4
Zysk z kredytu o wartosci jednostkowej
logit probit sztuczna sie¢ neuronowa
$rednia 0,0267 0,0266 0,0255
mediana 0,0267 0,0266 0,026

Zr6dio: opracowanie wiasne.

Wyniki porownano testem Wilcoxona dla obserwacji zaleznych otrzymujac
rezultaty przedstawione w tabeli 5 oraz wyrysowano ich rozktad za pomocg ja-
drowej estymacji gestosci (rysunek 2).

Tabela 5

P-value dla jednostronnych testéw Wilcoxona

HO:Me(A) = Me(B) vs H: Me(A) = Me(B)

A B P-value
o probit 0,0013
iogit sz. sie¢ neuronowa < 106

probit sz. sie€ neuronowa < 106

Zr6dto: opracowanie wiasne.
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zysk z kredytu jednostkowego

Zr6dto: opracowanie wiasne.

Ryc. 2. Jadrowa estymacja gestosci zysku

Wyniki te pokazuja, ze mimo minimalnych réznic w wartosciach zysku, po-

lichotomiczne modele zmiennych jakosciowych dla kategorii uporzagdkowanych
radzity sobie istotnie lepiej w ocenie ryzyka kredytowego niz sztuczne sieci neu-
ronowe. Ponadto zaobserwowano, iz:

jezeli sztuczna sie¢ neuronowa korzysta ze wszystkich zmiennych objasnia-
jacych wéwczas najwiekszy zysk generuje sie¢ sktadajgca sie tylko z jednego
neuronu (co do postaci funkcyjnej rownowazna modelowi logitowemu). Do-
datkowe warstwy neurondéw, bedace zrédtem elastycznos$ci sztucznych sieci
neuronowych i zwykle stanowigce o ich przewadze, w tym przypadku je-
dynie powodujg pogarszanie wynikéw z powodu przeuczenia. Ograniczenie
zbioru zmiennych objasniajacych przez usuwanie zmiennych nieistotnych
poprawia wyniki. Dla zredukowanego zbioru zmiennych wejsSciowych testy
pokazujg przewage sieci z jedng warstwga ukryta zawierajaca 1-2 neuronow.
Po ponad dwustu iteracjach nie mozna odrzuci¢ hipotezy, ze rozszerzenie
modelu logitowego dwumianowego do modelu polichotomicznego dla ka-
tegorii uporzadkowanych nie zmienia istotnie zysku (p-value dla testu Wil-
coxona: 0,31). Test zdecydowanie odrzuca jednak analogiczng hipoteze dla
modelu probitowego (p-value: 2 m10-22).
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— Niewielka co do wartos$ci zysku lecz istotna statystycznie przewaga modelu
logitowego nad siecig neuronowg (nawet o tylko jednym neuronie) sugeruje,
ze — wobec identycznych postaci funkcyjnych — réznica wynika z metod
estymacji. Lepsze wyniki metod parametrycznych wzgledem typowego dla
sieci poszukiwania minimum btedu Sredniokwadratowego lub maksimum
funkcji wyptaty sugerujg zwrocenie sie w kierunku prob wykorzystania
metod parametrycznych do uczenia sieci neuronowych jako uogélnienia
modelu logitowego. Stosowanie do tego celu metod wnioskowania bayesow-
skiego proponuje Herbert Lee (Lee 1999).

Na rysunkach 3-6 pokazano zalezno$¢ miedzy oszacowanym prawdopodo-
bienstwem sptaty a wybranymi zmiennymi dla sieci neuronowych oraz modelu
logitowego (I i Il rzedu) oraz dla r6znych wartosci zmiennej posrednik. Wartosci
pozostatych zmiennych objasniajgcych ustalone zostaty na poziomie mediany ich
wartosci obserwowanych w prébie.

siec
posrednik=1
sie¢
posrednik 0
— logit |
posrednik=1
« — logitl
posrednik=0
— logit Il
posrednik=1
eeee Jogitll
posrednik=0
kwota kredytu (w tysigcach zt)

Zr6dto: opracowanie wiasne.

Ryc. 3. Ocena prawdopodobienstwa sptaty w zalezno$ci od kwoty kredytu

siec
posrednik=1
sie¢
posérednik=0
— logit |
posrednik=1
¢« — logit |
posrednik=0
— logit Il
posrednik=1
1+ ¢« Jogit Il
posérednik=0
okres kredytu (w latach)

Zr6dio: opracowanie wiasne.

Ryc. 4. Ocena prawdopodobienistwa sptaty w zaleznosci od okresu sptaty
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siec
posrednik=1
sie¢
posrednik=0
— logit |
posrednik=1
logit |
posrednik=0
— logit Il
posrednik=1
1+« Jogitll
posdrednik=0
wiek kredytobiorcy (w latach)

Zrodio: opracowanie wiasne.

Ryc. 5. Ocena prawdopodobienistwa sptaty w zaleznosci od wieku kredytobiorcy

siec
posrednik=1
sie¢
posrednik=0
logit |
posrednik=1
logit |
posérednik=0
logit Il
posrednik=1
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Zr6dto: opracowanie wiasne.

Ryc. 6. Ocena prawdopodobienstwa sptaty w zaleznosci od kwartalnych
wptywoéw na ROR klienta

Niektdore z tych zaleznosci moga stuzy¢ bankowi do zaproponowania klien-
tom nowych warunkéw umowy, gdy ich podania zostaty sklasyfikowane jako
zbyt ryzykowne. W szczeg6lnosci model moze odpowiedzieé¢ na pytanie o jaka
kwote lub o jaki okres sptaty moze wnioskowac klient, aby klasyfikator uznat
jego szanse na terminowa sptate za wystarczajgce. Proponowane podejscie
moze zostaé wykorzystane w procedurze przyznawania kredytu z indywidual-
nym ustalaniem marzy rownowazacej oszacowane ryzyko umowy. Rysunek 7i 8
pokazuje wysokosci minimalnej marzy zapewniajacej bankowi zysk w diugim
okresie w zaleznosci od kwoty kredytu oraz kwartalnych wptywéw na rachunek
ROR dla klienta, ktory stara sie o kredyt przez posrednika (pozostate jego cechy
przyjmujg mediany wartosci obserwowanych).
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Zr6dio: opracowanie wiasne.

Ryc. 7. Minimalna marza w zaleznos$ci od kwoty kredytu (w tys. zf)
(dla wnioskéw sktadanych przez posrednika)

siec

logit |

wplywy na ROR (w tysigcach z})
Zr6dto: opracowanie wiasne.

Ryc. 8. Minimalna marza w zaleznos$ci od kwartalnych wptywdéw na ROR klienta
(dla wnioskéw sktadanych przez posrednika)

7. PODSUMOWANIE

Formalne poréwnanie sieci neuronowych i polichotomicznych modeli zmien-
nych jakosciowych pokazato, ze — dla danych obserwacji — istotnie lepsze wy-
niki pod wzgledem uzyskiwanego zysku dajg modele zmiennych jakosciowych.
W pracy zaproponowano metode wyznaczania zysku banku w zaleznosci od
decyzji kredytowej i kategorii analizowanego kredytu. Zaprezentowano tez re-
gute, ktéra przy danych prawdopodobienstwach sptaty kredytu (szacowanych
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przez konkurencyjne modele) pozwala na podjecie decyzji kredytowej i okresle-
nie gwarantujacych przyznanie kredytu wartosci zmiennych charakteryzujacych
konkretnego klienta badz indywidualne wyznaczenie marzy.
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